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Tema 1 - Introduccion

Reconocimiento de formas es un area de la informatica en la que se disenan algoritmos que
buscan patrones o regularidades en datos.

Esta relacionada con las palabras mas sexys del siglo XXI: machine learning, data mining,
big data, artificial intelligence.

Distinguir un 0 y un 1 manuscrito

Se podria por ejemplo plantear medir el trazo del numero de la siguiente manera para
separar los numero en dos grupos:

A continuacién se definiria una funcion f(x) que divide ambos grupos y segun si el resultado
de la funcién es mayor o menor que cerro se podra averiguar de qué numero se ftrata.
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Terminologia

Universo de trabajo: conjunto de objetos disponibles para la construccion del clasificador.

Clase: agrupacion de objetos del universo de trabajo.
Objeto: instancia de una clase.

Vector de caracteristicas: conjunto de descriptores que representan un objeto y permiten
clasificarlo. Se tratan de propiedades discriminantes, fiables, independientes y econémicas.

Funcion discriminante: funcién que combina las componentes del vector de caracteristicas y
nos permite decidir a qué clase pertenece un objeto. Pueden ser basadas en la
regionalizacion (ejemplo de 0 0 1) o basadas en la distancia (euclidea por ejemplo).
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Tipos de clasificadores

e Supervisados
Se conoce cuantas clases hay y la pertenencias de los objetos del UT a cada una de
ellas. Clasificadores basados en el calculo de una distancia (tema 2), construyen una
funcion de pertenencia a la clase; o basados en la regionalizacion (tema 6),
construyen directamente la funcién discriminante que separa las clases.

e No supervisados

No se conocen las clases (tema 5)



Clasificador de la distancia euclidea

Se formula la hipotesis de que la dispersion de las clases es pequefa en relacion a la
distancia entre ellas (d >> o).

El centroide Z sera el representante de cada clase (media de los puntos). A la hora de
clasificar un objeto x se calculara su distancia euclidea con todos los centroides de cada
clase y se etiquetara como pertenece a la clase del centroide mas cercano.

Tema 2 - Clasificador estadistico bayesiano

El clasificador de la distancia euclidea falla cuando no se cumple la hipotesis determinista
sobre la distribucion de las muestras ya que no modela la distribucion de las muestras en

o, L (&

En este tema se resuelve dicho problema mediante un método estadistico de la distribucién
de las muestras de cada clase.



Retomando el ejemplo de los 0 y los 1, vamos a considerar un UT donde hay 12 elementos
en las clase del 0 y 6 en la clase del 1.
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Distribucion de los datos de cada clase

A simple vista de estos datos tendriamos una funciones de pertenencia a cada clase:

P(ao):%:%
P(o)) = 1_68:%

Y si por ejemplo se nos dice que un objeto x se encuentra entre 1 <x < 1’5 podriamos decir
con seguridad que hay:

P((x0|x) -

AW

P(a1|x) = };

Terminologia

e D (al-, X) : funcion de densidad de probabilidad conjunta, describe la probabilidad
relativa de que dicha variable aleatoria tome el valor x.

h(a, a<x<Db)

P(a;, x)=
Z card(o,;)



Ejemplo con la tabla anterior

h(oy, 1 <x<135) _ 3

P(ay, 13) =

card(oy) + card(o,) 18

P((xl.) . probabilidad a priori de la clase «,
P(a) = ¥ P(o;, X)
Vv x

Ejemplo con la tabla anterior

P(oy) = 13=3; P(a) = &

N [—



e p(x]a;): funcion de probabilidad condicionada de la clase a, .

h(o, a<x<b)
card(o)

Px|a)=

_ Pela)
pla)=—%

Ejemplo con la tabla anterior

h(oy, 1 <x<15) 1
card(oy) V)

P13 |0, =

o o




e p (x): funcién de probabilidad marginal de x.

p &) = VZ plx | a;)* P(o;)

e P (0, |x): probabilidad a posteriori de a .

_ p(x | (11-) * P(()Ll-)
P(o, |x)= )

x0



Clasificacion de minimo error

El objetivo es encontrar funciones de pertenencia asociadas a cada clase que minimicen la
probabilidad de error.
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El error de la zona verde y la zona azul (significado de la ecuacion superior seran
constantes, y se busca minimizar el area de la zona roja.

El minimo esta en un x tal que:
B plag, 2) = plag, ©)

m p(x|a)Play) = ple|ag)Plag), ya que p(a, x) = p(a|a)P(a).
B p(aq|x) = plagle), ya que segun el teorema de Bayes
plalz) = “:;%: x pla, )

Por lo tanto, el criterio de clasificacion que minimiza la probabilidad de error asigna un
objeto a aquella clase cuya probabilidad a posteriori sea maxima.

fi(x) =P(o; | x) = p(x|a)* P(a;)

A la hora de hacer el clasificador da igual usar la probabilidad a posteriori o la conjunta
porque una es la otra dividida por un mismo valor.

En algunas aplicaciones es preferible no tomar una decisién antes que cometer un error
(por ejemplo en el diagnéstico de un cancer). Las regiones donde la probabilidad de error es

mas alta son aquellas en las que p (o, X) tiene valores semejantes V' k .

En esos casos se establecera un umbral dentro del cual se rechazara cualquier objeto.



Region de rechazo

Métodos paramétricos de clasificacion

Dados unos conjuntos de datos pertenecientes a distintas clases, se quiere construir las
funciones de pertenencia de cada clase de la forma f(x) = p(x | o;,) * P(a;).

Se supondra que las muestras del UT son independientes e idénticamente distribuidas y
que p(x | a;) tiene una forma paramétrica conocida: p(x | a;, 0,). Por lo tanto mediante
una estimacién de maxima verosimilitud se obtendra un conjunto de ecuaciones para

estimar 0 .
A partir de ahora p(x | 0) =p(x|a;, 0,).

Tendremos pues que resolver resolver n problemas de estimacion paramétrica.

En primer lugar, emitiremos la hipotesis de que los datos siguen una distribucién gaussiana
para podemos calcular los parametros de dicha distribucion de la siguiente forma.

Supondremos que p(x|60) ~ N (x|u. Z). Es decir,

m Si dim(x)=1
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donde j: = E{x} ¥y
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Dichos parametros representan la posicion y la orientacion de la distribucion:

Si suponemos que x — (.13 ), entonces
3 oy cov(ry, xs) " :
A e 3 : o7 = var(z;)
f CONV(xo, 171 ) s
( 17 (w3, 1) __

A continuacion a partir de las fronteras de indecision se obtendran las funciones de
pertenencia.

Dadas dos clases o,y a,, la frontera de indecisién es el lugar geométrico del espacio tal

que f(x) ij(x) . En general, para el caso biclase, la frontera es una hipercuadrica.

Se pueden dar tres casos (X = covarianzas):

e Caso general (Zi + Ej ): distinta forma. Se utiliza cuando hay muchos datos.

e Clases isomorfas (Zi = Zj ): misma forma. Se utiliza cuando hay pocos datos.

e Clases isomorfas e isotrépicas (Zi = Zj =621 ): misma forma e igual dispersion en

todas las direcciones del espacio. Se utiliza cuando hay muy pocos datos. En este
caso el clasificador es equivalente al de la distancia euclidea.

La distancia de mahalanobis es la dependencia funcional de la gaussiana sobre x. Puede
verse como una generalizacidon de la distancia euclidea en la que se tiene en cuenta la
dispersion de las clases.

La densidad de probabilidad de la gaussiana es constante en las regiones del espacio tal

que d,,(x) =k .



Métodos no paramétricos de clasificacion

Esto consiste en representar p(x | @) sin necesidad de conocer la forma paramétrica de ésta
(p(x) =p(x|a)).

Retomando el ejemplo anterior se divide el espacio de trabajo en volimenes constantes:
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El método de k-vecinos establece un valor constante para 7, = k. V(x)representa el

menor volumen entorno a x que contiene k muestras.

" — _k
p(X) oV (x)

n k; n;
Ji) = p (o) = P(oy) = oy * 5

Siendo k un parametro constante a fijar (si es pequefio la estimacion es irregular y si
aumenta se vuelve mas homogénea) y n siendo también constante, la funcién de

pertenencia vendra dada por el numero de muestras de la clase Q; en sus k vecinos.

Para k = 1 se obtiene el clasificador del vecino mas préoximo, el cual en dos dimensiones da
lugar a una segmentacion del espacio en células de Voronoi.



Cuando n es grande su error es como maximo el doble del 6ptimo.

Tema 3 - Evaluacion del rendimiento

Una vez construido un clasificador es necesario evaluar su rendimiento y compararlo con
otros clasificadores. Preferimos aquel que mejor generalice, esto es el que mejor clasifique
muestras que no se emplearon para entrenarlo.

Las dos propiedades claves del rendimiento de un clasificador son su dispersién (bias) y su
varianza (variance).

Low Variance High Variance

Low Bias

High Bias

El método habitual consiste en cambiar el numero de parametros y comparar dichas
propiedades hasta llegar a un balance de ambas.

Algunas medidas para reducir la varianza son: agrandar el dataset, reducir el nUmero de
parametros e incrementar la regularizacion.



Algunas medidas para reducir la dispersion son: incrementar el numero de parametros y
reducir la regularizacién.

También habra que tener en cuenta con entrenar demasiado (overfitting) o no entrenar
suficiente (underfitting) nuestro clasificador.

Un alto numero de errores en el entrenamiento y en las pruebas indica underfitting y un alto
numero de errores en las pruebas y bajo numero de errores en el entrenamiento indica
overfitting.

Medidas de estimacion del rendimiento

e Tasa de error: consiste en calcular el porcentaje de acierto en la clasificacién. Es una
medida totalizador que no discrimina como se distribuyen los errores.

e Matriz de confusion: matriz que indica el nUmero de muestras de una clase

clasificadas como otra (o la misma). Cada fila es la clase predicha y cada columna la
verdadera clase.
e Curva ROC: permite diferenciar verdaderos positivos frente a falsos positivos.

e Precision-recall: permite saber, a partir de los resultados de la Curva ROC nuestro

porcentaje de elementos relevantes.

relevant elements

false negatives true negatives

true positives = false positives

Precision =——— Recall =

selected elements



Procedimientos de estimacion de tasa de error

Resustitucién: se utiliza el mismo conjunto de datos para entrenar y para evaluar el
clasificador.

Exclusion: se entrena con un subconjunto de los datos A y se evalua con un
subconjunto B. No hay elementos de A que estén en B y viceversa. La suma de los
dos subconjuntos representa todo el conjunto de datos.

Validacion cruzada: se divide el conjunto de datos en k grupos del mismo tamaro

cuyas intersecciones sean nulo. Se reserva un grupo para la evaluacién y se usa el
resto para el entrenamiento. La tasa de error sera la media de los errores de cada

clasificador entrenado dejando cada uno de los grupos para la evaluacion.

Bootstrap

Técnica de remuestreo que permite calcular una distribucion p(0) sobre la estimacion de un

parametro 0 a partir de un conjuntos de muestras D . Se utiliza para estimar por el ejemplo

el sesgo de una muestra.

Test de McNemar

Determina si la diferencia en el rendimiento de dos clasificadores es estadisticamente

significativa.

Sean (', y (', dos clasificadores, y sean

B 1,y # muestras clasificadas erroneamente por ', y (',

B 15, # muestras clasificadas erroneamente por €, y no por

® 1, # muestras clasificadas erroneamente por (', y no por
s

El estadistico =-, siendo

:-'-'||| 0
V1o + noj
se distribuye aproximadamente como una \? con un grado de
libertad. La hipotesis nula (ambos clasificadores tienen el

mismo rendimiento) se puede rechazar (con probabilidad de
error 0.05) si |z]| = 1.96.



Tema 4 - Reduccion de la dimensionalidad

Nuestro objetivo en este tema es aprender a preprocesar el conjunto de datos de entrada
eliminando datos atipicos y aquellos que proporcionen informacion redundante asi como
normalizar los vectores de caracteristicas.

Esto sera especialmente util para resolver problemas de dimensionalidad, disminuir el coste
computacional de los calculos posteriores y poder visualizar los datos mas facilmente.

Eliminacion de datos atipicos

Suponiendo que las clases son unimodales y aproximadamente gaussianas, se elimina todo
x; talque 3j tal que:

|x;j — median(x.))|

> 4'5

medz'an(|x:j—median((x:j)|)

Sin embargo hay valores atipicos que no son detectado en la busqueda univariante y habra
que recurrir a la la distancia de mahalanobis para encontrarlos.

Sabiendo que

| 2

() (=) B = ) o Wy
d = dim(x).
=9 = F."I‘|,’:.'-'{| g 9]
. .
B d=23=dy(x)>11,34 '- —= ']

Los valores de X y p se ven afectados por los datos atipicos, por lo que se suele repetir el
proceso de estimacion de X, p y el de eliminacion.

Eliminacion de variables correladas

Cuando hay caracteristicas correladas se puede decir que existe una dependencia lineal
entre ellas y por lo tanto una es redundante.
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Si |plx;,x;)| = 0,95, elimino una de
las caracteristicas

Normalizacién

Estandarizando las variables conseguimos que todas ellas tengan media cero y varianza
unidad, de esta forma se dispone de caracteristicas cuyas magnitudes numéricas sean

comparables.

Se puede normalizar cada variable individualmente o el vector de caracteristicas entero.

m Estandarizando cada variable individualmente

i 1Tt

l > 1 .
i = P Zii-'r‘_;'i 05 = m— Z(.f'g_; = ;_r_.;-}'):

=1 j=1

,J'.;J,- _,”_,r'
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de donde &;; =

m Estandarizando el vector de caracteristicas
Sea L = CDC' la descomposicion espectral de £, y sea
£~2 =CD 2.
La transformacion de estandarizacion: x = £ 2 (x — It).

Reduccion de dimensionalidad del vector caracteristico

Dado un vector de caracteristicas con n componentes se trata de encontrar el subconjunto

que mejor discrimina tal que su cardinalidad sea k < n.

El problema se resuelve optimizando un criterio de seleccion J(V') . Este criterio podra ser
una técnica de Wrapper (mide el rendimiento del clasificador) o bien una técnica de Filter

(mide la separabilidad).



Para encontrar el subconjuntos de caracteristicas en cuestidn se realizaran distintos
meétodos de busqueda:

e Métodos 6ptimos
o Busqueda exhaustiva: se estudia todas las combinaciones de n
caracteristicas tomadas en conjuntos de k muestras.
o Branch and bound: se recorre el mismo arbol que en método anterior pero
esta vez se para de explorar una rama si se obtiene un valor del criterio de
seleccion menor que el del nivel superior.

e Meétodos no 6ptimos
o Evaluacién individual: se aplica el criterio a cada caracteristicas y se
seleccionan las k mejores. No considera relaciones multivariantes.
o Inclusién secuencial: parte del conjunto vacio y en cada paso k incluye la
caracteristica ¢ que maximiza el valor del criterio J(W, U {c}).

o Exclusién secuencial: parte del conjunto total y en cada paso k elimina la
caracteristica ¢ que maximiza el valor del criterio J(W, — {c}).

o Busqueda flotante: permite eliminar y afiadir caracteristicas considerando
en cada iteracion cualquiera de las pertenenciasa W, ya V — w,.

Para medir solapamiento entre las clases (similaridad) se utilizaran técnicas paramétricas
como la divergencia, distancia de Bhattacharyya y distancia de Mahalanobis y técnicas no
paramétricas como el area bajo la curva ROC y el ratio de Fisher.

(Paramétrico = las ecuaciones de la curva vienen dadas respecto a un parametro)

Analisis de Componentes Principales (ACP) - No supervisado

Dado X, encontrar A tal que Xy 4,4 = Z,,+ donde k<n 'y Z es la mejor aproximacion

de X de dimension k. Esto es equivalente a buscar un A que minimice la suma de los
errores de reconstruccién y maximice la varianza de la variable transformada.

Maximiza la varianza de las nuevas caracteristicas discriminantes.

El ACP busca la proyeccion segun la cual los datos queden mejor representados en
términos de minimos cuadrados. Esta convierte un conjunto de observaciones de variables
posiblemente correlacionadas en un conjunto de valores de variables sin correlacién lineal
llamadas componentes principales.

Para ello se construye una transformacion lineal que escoge un nuevo sistema de
coordenadas para el conjunto original de datos en el cual la varianza de mayor tamano del
conjunto de datos es capturada en el primer eje (llamado el Primer Componente Principal),
la segunda varianza mas grande es el segundo eje, y asi sucesivamente.



Para construir esta transformacién lineal debe construirse primero la matriz de covarianza o
matriz de coeficientes de correlacion. Debido a la simetria de esta matriz existe una base
completa de vectores propios de la misma. La transformacién que lleva de las antiguas
coordenadas a las coordenadas de la nueva base es precisamente la transformacion lineal
necesaria para reducir la dimensionalidad de datos.

Algoritmo

Entrada: X', . vectores de caracteristicas por columnas.
Salida: A, matriz de proyeccion buscada. x, media de los datos

de entrada.

1. Caleularx = 1LY 70, x;

2. Calcular X = ¥ — x.

3. Calcular X v, la matriz de covarianzas de X'.

4. Calcular |la descomposicion espectral (en autovalores y

autovectores) de ¥y = PAP' (eig en octave/matlab).

5. La matriz de proyeccion sera A — Py 5, (donde P, ;. esla
matriz cuyas columnas son los /: autovectores con mayor
autovalor).

Transformacion PCA de x: La transformacion de un nuevo
vector columna x, vendradada porz — A' (x — x).

Analisis Discriminante Lineal (ADL) - Supervisado

Su objetivo es encontrar una combinacion lineal de rasgos que caracterizan o separan dos o
mas clases.

Dado X, encontrar A tal que Xy 4,4 = Z,,. donde k <n y en Zse maximiza el Ratio de
Fisher. Se utiliza distancia entre las medias normalizada por la dispersion de cada clase.

Maximiza el indice de separabilidad de clases en el espacio transformado.



Algoritmo

Entrada: X', m vectores de caracteristicas por columnas. y
vector de enteros con las ' etigquetas de clase.
Salida:; A, matriz de proyecciéon buscada.

1. Calcular s;, matriz de dispersion dentro de la clase con y ¥
v
2. Calcular s, matriz de dispersion entre clases cony y .

3. Calcular la descomposicién espectral de s;'S. = PAP' (eig
en octave/matlab).

4. La matriz de proyeccion sera A =P,_(¢_y (donde P, (1)
es la matriz cuyas columnas son los (' — 1 autovectores con
mayor autovalor).

Transformacion LDA de x: La transformacién de un nuevo
vector columna x, vendra dada por z — A ' x.

Tema 5 - Clustering

Se posee un conjunto de datos del que no se conoce las etiquetas ni patrones y se agrupan
de forma no supervisada.

Algoritmo K-means
Dada una estimacion inicial del niumero k de grupos:

1. Inicializar centroides de cada clase de forma aleatoria
2.  Bucle hasta convergencia:
2.1.  Calcular la distancia euclidea de todos los datos respecto al centroide de
cada grupo.
2.2.  Clasificar cada dato en el grupo cuya distancia sea menor.
2.3. Actualizar centroides con la nueva clasificacién de los datos.

También se puede optimizar la inicializacién separando los clusters iniciales lo maximo
posible (distancia euclidea o distancia de Mahalanobis).

Algoritmo Sequential
Dado un umbral por defecto y un nimero maximo de clusters:

1. Se toma el primer elemento del dataset como centroide del primer cluster.
2. Repetir para elemento restantes (indices 2...n):



a. Calcular la distancia euclidea de todos los puntos con todos los centroides
existentes y tomar menos distancia de todas las combinaciones.
i. Siesa distancia es mayor que el umbral se crea un nuevo cluster con
ese elemento como centroide.
ii.  En caso contrario afiadir dicho elemento al cluster mas cercano.
b. Actualizar centroides de clusters que hayan cambiado.

indice compactacién

El indice de compactacién de un cluster es el porcentaje de elementos que son de la clase
de moda en el cluster.

El indice global de compactacién es la media de los indices de compactacion de cada
cluster.

Un indice de 100% de compactacion indica que en un cluster en particular todos los
elementos tienen la misma etiqueta (lo cual significa que se ha etiquetado perfectamente).
Nota, esto no significa necesariamente que los clusters estan separados lo suficiente entre
ellos. Es por ello que el indice real de un buen clustering vendra dado por el ratio de Fisher
o el indice de Dunn.

Ratio de Fisher
El ratio de fisher es indicativo de la calidad de todo el conjunto de clusters.

Se calcula como la media de la distancia euclidea entre los centroides de cada uno de los
clusters dividido entre la media de la desviacion estandar de los datos de un cluster
(separacién entre cluster / separacién del cluster).

Cuando mas alto sea su valor mas eficiente es el método de clustering y mejores son las
variables discriminantes.

indice de Dunn
Es una alternativa al ratio de Fisher, aunque es mas costoso en tiempo de ejecucion.

Se calcula dividiendo la minima distancia entre los puntos de todos los clusters entre la
maxima distancia entre dos puntos de un cluster (min distance intercluster / max intracluster
dispersion).



Pre-procesamiento de datos

En reconocimiento supervisado puede ser de interés en algunos casos pre-procesar los
datos, clase a clase, para mejorar la eficiencia de los clasificadores:

e Normalizacion min-max: v'= (v- v min) / (v max — v min)
e normalizacion estadistica v'= (v- media) / desv standard

En reconocimiento no supervisado es muy arriesgado pre-procesar y escalar los datos,
siendo mas habitual y recomendable experimentar con diferentes distancias ( Manhattan,
coseno...) o con diversas medidas de similitud, tales como las normas de Minkowski L, .

Tema 6 - Aprendizaje

En este tema se aborda el disefio de clasificadores y reconocedores mediante algoritmos
de aprendizaje.

Algoritmo del perceptréon

El objetivo es encontrar una funcion discriminante para cada una de las clases presentes.

Previamente al entrenamiento se habra hecho una separacién k-fold para hacer pruebas del
rendimiento del aprendizaje. Igualmente, el dataset de entrada a la fase de entrenamiento,
se dividira en dos (80-20 / 90-10) para tener un grupo de validacion interna para la condiciéon
de parada.

Algoritmo de entrenamiento:

1.  Se evalua el dato k del dataset con todas las funciones discriminantes
2. Dado que se conoce la etiqueta de dicho dato, se comprueba si la funciéon
discriminante de su clase es el que devuelve mayor valor.

2.1.  Sise encuentra alguna funcion discriminante que devuelva mayor valor que
la de su clase se reduce por un coeficiente multiplicado por el elemento y se
aumenta la funcién discriminante de la clase del datos por la misma cantidad.
Nota, aunque se puedan decrementar muchas funciones unicamente se
incrementa la de la clase una vez por iteracién k.

2.2.  En caso contrario se salta a la siguiente iteracion k.

3. La condicion de parada sera la convergencia hacia un valor de acierto en la
clasificacién del subconjunto de validacion interna relativamente bajo.

La deteccion automatica de la condicion de parada es de elevada dificultad, por lo que se
suele monitorizar visualmente la convergencia para terminar manualmente la fase de
entrenamiento.



Ensemble de reconocedores

Como dato empirico se puede observar que en general M clasificadores independientes
tienen mejor rendimiento que un unico clasificador. La cuestion es como unir esas M
opiniones individuales en un pensamiento colectivo. Lo primero que viene a la cabeza es
una regla de voto por mayoria, aunque también se dice que muchos necios juntos llegaran a
mejores conclusiones que un sabio solo.

Las Unicas condiciones es que cada uno de los clasificadores del conjunto tengan por
separado una tasa de acierto mayor que el 50% (lo cual seria equivalente a tirar una
moneda) y sea independiente del resto.

Algoritmo:

1.  Para cada dato aplicarle cada clasificador del ensemble
2.  Etiquetarlo con la etiqueta mas frecuente.

En cada ensemble ademas se podra construir el conjunto de entrenamiento de dos formas
distintas:

e Baggqing: el conjunto de entrenamiento de cada miembro del ensemble se obtiene
con un muestreo aleatorio independiente y con reemplazo del dataset completo.

e Boosting: el conjunto de entrenamiento de cada miembro del ensemble se obtiene
mediante un proceso secuencial. Este proceso consiste en:

1) Entrenar el primer clasificador C con todo el dataset — C1

2) Hacer pruebas del clasificador C1 con todo el dataset y obtener un
grupo de datos mal clasificados D1

3) Entrenar el segundo clasificador C con el grupo D1 — C2

4) Hacer pruebas del clasificador C2 con todo el dataset y obtener un
grupo de datos mal clasificados D2

5) Entrenar el tercer clasificador C con el grupo D1 N D2 — C3

B) e,

Reconocimiento basado en reglas granuladas

Un clasificador basado en reglas granuladas utilizara reglas de la forma:
[ Si cierta condicion de las variables discriminantes se cumple ] — Etiquetar como clase X

Dichas variables discriminantes tendran que ser granuladas en tres intervalos de valores:
“L” (low), “M” (middle), “H” (high). Los valores que seran tomados como umbrales son:



X, <m;—ko; —low
° mi_kci < Xi Smi+kcsl. — middle
X, > m; +ko; — high

(m = media, k = parametro de entrada al proceso, sigma = desviacién estandar)

A continuacién se generara todas las permutaciones de los 3 valores posible para cada
columna del vector de caracteristicas para obtener todas las reglas. Ese conjunto se tendra
que duplicar para cada clase. Por tanto en un vector de 4 caracteristicas y 3 clases
tendremos 3”4 permutaciones * 3:

(L, L, L, L) — clase 1 (L, L, L, L)— clase 2 (L, L, L, L) — clase 3
(L, L, L, M) — clase 1 (L, L, L, M) — clase 2 (L, L, L, M) — clase 3
(H, H, H, M) — clase 1 (H, H, H, M) — clase 2 (H, H, H, M) — clase 3
(H, H, H, H) — clase 1 (H, H, H, H) — clase 2 (H, H, H, H) — clase 3

Tras esto se puede pasar a evaluar cada una de las reglas con el dataset. Esto es clasificar
los datos que cumplan sus condiciones y luego medir qué porcentaje de ese etiquetado ha
sido correcto.

Con estos datos se construira un ranking de las mejores reglas que pasaran a forma el
grupo final de reglas del clasificador que se evaluara su rendimiento por k-fold (si tenemos
un grupo grande datos) o por “leaving-one-out” (si tenemos un dataset pequefio).

Aunque por lo general las variables discriminantes con las que se trabaja son continuas, en
algunos casos podran ser discretas. En este caso si las variables vienen representadas por
intervalos se puede seguir aplicando el método explicado anteriormente, pero en el caso de
que vengan expresados por categoria habra que aplicar un algoritmo de clustering para
obtener los grupos granulados en lo que se dividiran los valores.

Aprendizaje semi-supervisado

Hasta ahora el disefio y validacion de cualquier reconocedor supervisado pasaba por
recoger muestras de datos clasificados en los que el numero de miembros a cada clase
fuera similar para a continuacién entrenar el clasificador segun cierto algoritmo (distancia
euclidea, estadistica o aprendizaje) y posteriormente medir su rendimiento con técnicas de
cross validation.

Sin embargo obtener conjuntos de datos etiquetados es una tarea dificil ya supone que
alguien los ha etiquetado a mano previamente.



Asi, los métodos de aprendizaje semi-supervisados plantean mejorar el rendimiento de los
reconocedores supervisados utilizando todos esos infinitos datos no clasificados
(aprendizaje permanente).

La idea principal tras éstos es partir de un reconocedor supervisado inicial entrenado por un
dataset etiquetado, posteriormente clasificar datos no etiquetados y finalmente afiadir
dichos nuevos datos al conjunto de entrenamiento para intentar mejorar el porcentaje de
acierto.

Podremos diferenciar tres tipos de métodos:

Self-training: el estandar y descrito anteriormente.

e Co-training: igual que el self-training pero el etiquetado de los nuevos datos se
realizara con un ensemble de reconocedores.

e Active learning: método en el cual el propio reconocedor selecciona datos nuevos
para que el disefiador los etiquete.

Las tres parametros fundamentales a tener en mente a la hora de construir un reconocedor
semi-supervisado son:

e El numero de elementos en el conjunto de entrenamiento inicial: cuanto mayor sea el
conjunto inicial menor error habra al principio.

e El numero de elementos no etiquetados: cuando mayor sea mayor convergencia
habra en el numero de errores.

e La calidad del etiquetado del reconocedor: es fundamental que el etiquetado sea lo
optimo posible para no entrenar el reconocedor con datos erréneos. Es por ello que
se suele utilizar ensembles para el etiquetado de nuevos datos.

El mayor dilema que el disefiador de un reconocedor semi-supervisado se preguntara es
¢ anadir este nuevo dato va a mejorar el rendimiento del reconocedor?

Por intuicion se tiende a pensar que cuantos mas datos (clasificados correctamente
evidentemente) mejor sera el rendimiento. Sin embargo, ¢sera mejor partir de un conjunto
de datos inicial gigantesco o mas pequefio?

Por norma general se va a obtener un mejor resultado construyendo un reconocedor
supervisado inicial lo mas robusto posible. Y sinceramente un reconocedor
semi-supervisado unicamente merece la pena cuando no se posee suficientes datos para
entrenar uno supervisado robusto.



